Processamento de Dados de Microarrays
Este texto apresenta, resumidamente, uma visão geral sobre microarrays e as etapas costumeiramente implementadas na análise de seus dados em Bioinformática.

Introdução

Como o sequenciamento dos genes de vários organismos tem sido concluído, estão sendo procuradas respostas a várias questões que desafiam os pesquisadores, por exemplo : como os genes interagem entre si para produzirem proteínas? Quais genes são responsáveis por controlar uma certa função celular? Como as interações entre genes variam à medida que a célula (e o organismo como um todo) se desenvolve? Quais genes são mais expressos ou inibidos durante o acometimento da doença x?

Nos últimos anos, novas técnicas e tecnologias têm sido desenvolvidas com o objetivos de gerar dados que possibilitem dar resposta a tais questões. SAGE (Sequencial Analysis of Gene Expression) [1] e os microarrays de DNA [2, 3, 4, 5] estão entre as mais importantes. Em comum com o sequenciamento essas tecnologias têm a produção de  quantidades de dados suficientes para demandar o auxílio de processamento computacional. Sem ele seria impossível analisar dados tão complexos e em tão grande quantidade. A seguir são apresentadas uma descrição dos microarray e das várias etapas ou estágios normalmente executados durante a análise de seus dados.

Microarrays

Os últimos anos têm presenciado o surgimento de metodologias e tecnologias que têm revolucionado as possibilidades de pesquisa e a compreensão da estrutura e dinâmica molecular das células. Experimentos impossíveis de serem realizados há poucos anos estão se tornando prática comum em laborátorios de Bioquímica. Essas metodologias e tecnologias deram, através da análise de dados de genes e proteínas, origem a duas áreas de pesquisa chamadas genômica e proteômica massivamente paralelas. Entre as principais tecnologias utilizadas na genômica estão os chips ou microarrays de DNA (microarrays, simplesmente). Os microarrays permitem a aquisição de dados de expressão gênica de centenas ou milhares de genes de uma só vez. Assim, eles possibilitam, por exemplo, o estudo da função de um único gene ou de um grupo como um todo, o estudo da interação entre genes de maneira a compreender-se como esta interação determina uma certa função celular e o estudo do ciclo de vida celular.

Basicamente, um microarray é um slide ou lâmina ou um outro substrato no qual moléculas de cDNA fita-única, chamados probes são fixados em locais definidos chamados spots. Podem existir milhares de spots em um microarray, cada um relacionado a um único gene. As tecnologias existentes exploram a ligação preferencial de fitas complementares de ácidos nucléicos. Existem muitas variações de tecnologias de microarrays, cada uma utilizada de uma maneira específica [2]. Encontra-se desde fabricantes de microarrays de custo muito alto àqueles de custo não muito elevado. Estes possibilitaram a difusão e utilização dos microarrays em mais larga escala [2, 3].

Na variação mais popular dos microarrays, a quantidade de mRNA presente é medida indiretamente através da utilização de dois samples diferentes, um de controle e um de interesse (ou um sample e um controle). O mRNA extraído de cada sample é corado com um corante fluorescente diferente. Tipicamente, um corante vermelho (Cy5, por exemplo [3, 5]) para o sample de interesse e um verde (Cy3 [5] ou FITC [3]) para o de controle. Em seguida, as soluções contendo as moléculas de mRNA, chamadas alvos (targets) são aplicadas sobre os spots para que ocorra a hibridização das sequências complementares. 

Para fazer-se a medição da quantidade relativa de mRNA hibridizado é feita a aquisição da imagem via um scanner a laser. Se muito mRNA do sample de interesse hibridizou o spot terá cor vermelha; se há muito do mRNA de controle hibridizado, o spot estará verde; se os mRNA do sample de interesse e do de controle ligaram em quantidades iguais, o spot estará amarelo e se nem mRNA do sample de controle nem do de interesse hibridizaram, o spot estará preto, sem fluorescência alguma. Logo, a partir das intensidades das fluorescências e das cores dos spots, os níveis de expressão de cada gene no experimento pode ser estimado [2].

O Pipeline de análise dos dados de microarrays

Ainda que a cor dos spots possibilite estimar a quantidade de mRNA presente na célula, as imagens produzidas por microarrays são, de fato, monocromáticas [2]. Para cada comprimento de onda correspondente aos corantes utilizados será produzida uma imagem em tons de cinza (figura 1). Estas duas imagens serão submetidas a processamento digital para que as intensidades das fluorescências sejam medidas e processadas subsequentemente [2, 3, 4, 5]. Uma observação importante é que os dados obtidos das imagens contém alto nível de ruídos [3] pois a) há muito mais probes que alvos de modo que os spots são apenas parcialmente fluorescentes; b) a forma dos spots deve ser determinada de um sinal fraco e irregular; c) alguns alvos se hibridizam no spot errado e outras ligam-se ao substrato; d) alvos isolados e outras fontes de fluorescência incluindo o próprio substrato e coatings que devem ser removidos de alguma maneira para recuperar-se o sinal. Logo, uma cuidadosa análise das imagens de forma a diminuir o nível de ruído é de fundamental importância.
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Figure 1 - Uma imagem “bruta” típica de um dos canais microarray. [3].

A figura 2 mostra um diagrama das várias fases ou estágios comumente empregados na análise de dados de microarrays. A seguir, é apresentada uma breve descrição das assim chamadas matrizes de expressão gênica [2] e de algumas abordagens utilizadas nas etapas seguintes do processamento.

Após a aquisição das imagens, técnicas de processamento digital são empregadas de modo que são geradas duas matrizes contendo os dados de cada uma das imagens (a de interesse e a de controle). Cada linha dessas matrizes é chamada de padrão ou vetor de expressão gênica (gene expression vector ou  pattern) de um gene. Cada coluna representa uma determinada condição a que foram/estavam submetidas as células, por exemplo, fases de desenvolvimento ou tratamentos ou, ainda, vários tecidos diferentes (“normal”, lesionado, com câncer, p. ex.).  Assim, cada posição dessa matriz representa o nível de expressão do gene correspondente àquela linha em uma particular condição (coluna).


Após a aquisição das duas matrizes de expressão elas são preprocessadas e os dados são normalizados.

Preprocessamento

Para a maioria dos microarrays apenas a taxa dos sinais (subtraídos do background) do sample de interesse e do de controle é significativo. O preprocessamento mais comumente utilizado é simplesmente o cálculo, para cada posição correspondente a um spot do microarray do valor de [6]

log2(r/g)

onde,


r é o valor obtido para o sample de interesse

e


g  é o valor obtido para o sample de controle

Assim, se o gene é expresso com maior intensidade no sample de interesse que no de controle, o valor resultante será positivo, de outro modo será negativo (o gene é inibido). É comum, também, a redução do número de genes considerados para análise, considerando-se apenas genes cuja expresão está acima de um dado limiar [6, 7]. Essas são técnicas simples. Técnicas mais confiáveis existem e deveriam ser utilizadas.

O objetivo do preprocessamento é encontrar uma função que informe quando as mudanças no padrão de expressão são significantes ou não. A utilização de técnicas como a programação genética [8] e as redes bayesianas [9, 16] podem ser adequadas.

Um outro tipo de preprocessamento a ser tentado seria a redução do número de features utilizando técnicas de FSS (Feature Subset Selection) [9, 10] a fim de eliminar colunas da matriz de expressão cuja relevância não traga benefícios à analise dos dados.

Normalização

A necessidade de normalização dos dados de microarray surge da própria natureza dos experimentos: genes podem ser co-regulados mesmo que seus padrões de expressão, enquanto correlacionados, difiram grandemente em valores absolutos. Esse problema é devido ao fato de microarrays trabalharem com base na transcrição gênica. E nem sempre uma alta concentração de mRNA determinará uma alta concentração das proteínas correspondentes [2, 5]. Assim, genes que possuem diferentes dados de expressão de microarray podem ser co-regulados. Para evitar-se esse fato é comum normalizar-se os dados de modo que os níveis de expressão de cada gene tenham média 0 e variância 1 [11]. 

Frequentemente, conjuntos de dados de microarray possuem valores de múltiplas sequências de experimentos [6]. Diferentes técnicas de normalização poderiam ser aplicadas, nesses casos, para cada sequência de experimentos.

Uma outra abordagem sugerida por Kerr [12] evita a normalização. Ela afirma que a utilização de taxas entre samples de interesse e de controle é uma perda de recursos. Ela sugere a utilização dos dois corantes para fazer múltiplas medidas de cada sample de interesse, aumentando a robustez dos dados e permitindo uma estimativa estatística dos erros. Os modelos ANOVA [13] são promissores integrando preprocessamento e normalização. Outros modelos estatísticos tem sido propostos para a normalização[14, 15]. Entretanto, não se conseguiu um método geral que funcione razoavelmente bem para vários conjuntos de dados. 

Clustering

Após a normalização, o clustering é normalmente feito com objetivo de encontra-se genes relacionados através de seus padrões de expressão. Através desta análise pode-se extrair informações úteis na compreensão de processos biológicos [6]. Por exemplo, se as colunas na matriz de expressão representam processos biológicos a que a célula estava submetida, genes que possuem o mesmo padrão de expressão devem ser co-regulados e devem participar do processo em questão, ou seja, devem ser funcionalmente relacionados.

Existem miríades de métodos utilizados para clustering [2, 4, 5, 6, 7, 19]. Desde os métodos hierárquicos [6], passando pelos mapas auto-organizativos [7] e algoritmos baseados em grafos [19, 20]. Entretanto, as abordagens e algoritmos estão longe de serem robustos. Kerr [12] propõe maneiras robustas e design experimental para melhorar a robustez e a acurácia das estimativas de erros para a melhoria dos resultados. Ainda que várias ferramentas estejam disponíveis não há uma maneira automática de se escolher qual a melhor ferramenta para um determinado conjunto de dados. Uma possibilidade seria utilizando-se alguma métrica da qualidade de um cluster.

Outros tipos de processamento

Após o clustering já é possível a extração de informação biológica dos resultados. Outros tipos de processamento dos dados são utilizados de modo a obter mais informações como a classificação funcional de outros genes (aprendizado supervisionado e Machine Learning [21]) [22] ou a inferência de redes regulatórias de genes [23]. Este último sendo de grande interesse e de grande complexidade.
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Figure � SEQ Figure \* ARABIC �2� - O pipeline de processamento usual dos dados de microarrays.








